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SYSTEM ROZPOZNAWANIA GESTÓW

Streszczenie. Praca skupia się na stworzeniu wygodnej w użyciu oraz powszech-
nie dostępnej biblioteki umożliwiającej wykorzystanie gestów, pozycji dłoni, ob-
rotu dłoni oraz odległości miedzy wybranymi palcami jako elementów sterują-
cych w dowolnym projekcie napisanym w języku Python. Do realizacji zadania
wykorzystano biblioteki języka Python o otwartym kodzie źródłowym, głównie
OpenCV, MediaPipe oraz SciKit-Learn.

GESTURE RECOGNITION SYSTEM

Summary. The work focuses on creating a convenient and widely available li-
brary enabling the use of gestures, hand position, hand rotation and the distance
between selected fingers as control elements in any project written in Python.
Open source Python libraries were used to complete the task, mainly OpenCV,
MediaPipe and SciKit-Learn.

1. Wstęp

Rozwój technologii w ostatnich latach przyczynił się do coraz częstszego wyko-
rzystywania wizji komputerowej i metod uczenia maszynowego do rozpoznawania oraz
klasyfikacji rożnego typu obiektów, w tym części ludzkiego ciała. Pozwala to na inte-
rakcje człowieka z aplikacjami, często w sposób bardziej naturalny i intuicyjny [13, 1].

Celem pacy było stworzenie biblioteki w języku Python, która pozwoli na przy-
stępne wykorzystanie algorytmów rozpoznawania gestów oraz ruchu dłoni. Biblioteka
powinna oferować gotowe rozwiązania, na przykład przygotowane modele matematycz-
ne pozwalające na rozpoznawanie alfabetu języka migowego oraz podstawowych ge-
stów (otwarta, zamknięta dłoń). Dodatkowo powinna pozwolić na wyznaczenie pozycji
dłoni, jej typu oraz innych własności takich jak, odległości miedzy końcówkami wybra-
nych palców czy kąta obrotu dłoni. Założenia jakie zostały przyjęte podczas realizacji
zadania to:

• Łatwość użytkowania – Poprzez łatwość użytkowania można rozumieć oprogra-
mowanie zapisane zgodnie z powszechnie stosowanymi standardami („Zen of Py-
thon”) oraz przygotowaną dokumentacje wraz z przykładami wykorzystania.

• Dostępność – Biblioteka powinna być dostępna poprzez menedżer pip, dzięki cze-
mu użytkownik ma możliwość instalacji biblioteki z repozytorium przy użyciu
jednej komendy.

• Możliwość dodawania do biblioteki własnych elementów – Użytkownik powinien
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mieć możliwość stworzenia własnego modelu rozpoznającego gesty, na przykład
korzystając z interaktywnej instrukcji rozbudowy biblioteki.

2. Wymagania sprzętowe i programowe

Prezentowane rozwiązanie do prawidłowego działania wymaga zastosowania ka-
mery, która pozwoli na pozyskanie obrazu. Rozdzielczość matrycy kamery powinna
być wystarczająco duża, aby pozwolić na rozpoznanie dłoni. Nie ma tutaj minimalnych
wymagań, większa rozdzielczość, czy też lepsza praca w warunkach niskiego oświe-
tlenia kamery pozwoli na poprawniejsze działania algorytmów identyfikujących dłoń.
Podobnie ma się liczba klatek na sekundę, która powinna być wystarczająco wysoka,
tak aby można było sprawnie korzystać z możliwości oprogramowania. Uniwersalność
prezentowanego rozwiązania pozwala na wykorzystanie dowolnej kamery podłączonej
do komputera. Mogą to być kamery wbudowane w urządzenia przenośne takie jak lapto-
py lub komputery stacjonarne z podłączoną zewnętrzną kamerą USB. Niskie wymagania
sprzętowe pozwalają również uruchomić oprogramowanie na systemach takich jak Ra-
spberry PI 3B+ i wyżej.

W celu realizacji zadania wykorzystano system operacyjny Linux (dystrybucja
uBuntu wersja 20.04LTS). Jako język programowania posłużył Python. Dzięki swo-
jej popularności oraz dostępności Python stał się językiem powszechnie stosowanym
w pracy związanej z zagadnieniami uczenia maszynowego, analizy danych oraz prze-
twarzania obrazów. Na platformie PyPi można znaleźć wiele narzędzi pozwalających
na pracę właśnie w tych dziedzinach, jak i również wielu innych. Dodatkowymi ele-
mentami wykorzystanymi w celu realizacji zadania są: iPython - interaktywna powłoka
dla języka Python, która rozszerza jego działanie o introspekcję, czyli możliwość wyko-
nywania poprzednich części programu, Jupyter Notebook oraz wspomniana platforma
PyPi zawierająca różne moduły dla języka Python. Dodatkowo wykorzystano biblioteki
OpenCV (wizja komputerowa), MediaPipe (uczenie maszynowe), SciKit-Learn (ucze-
nie maszynowego, w tym algorytmy klasyfikacji, regresji oraz analizy skupień). Na ry-
sunku 1 przedstawiono wyniki działania biblioteki OpenLeap.

Rys. 1. Zrzut ekranu programu testowego wykorzystujący bibliotekę OpenLeap
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3. Algorytm rozpoznawania gestów

Algorytmy rozpoznawania gestów dłoni i języka migowego to złożone systemy,
które wykorzystują różne techniki z zakresu przetwarzania obrazu, uczenia maszyno-
wego i głębokiego uczenia. Stworzenie modułu wymagało napisania klasy wykorzy-
stującej analizę obrazu i pozwalającej na rozpoznanie elementów charakterystycznych
dłoni. Źródłem danych do analizy jest kamera internetowa podłączona przez złącze USB
lub kamera wbudowana jak ma to miejsce w niektórych komputerach przenośnych. Ob-
raz z kamery jest przetwarzany z wykorzystaniem funkcji dostępnych poprzez bibliote-
kę OpenCV [2]. Przetworzony obraz jest używany przez metody biblioteki MediaPipe,
która pozwala na rozpoznanie elementów charakterystycznych dłoni [9, 12], co zosta-
ło przedstawione na rysunku 2. W napisanej klasie zostały zaimplementowane metody,
które pozwalają na rozpoznanie typu dłoni (prawa, lewa), odległości miedzy paliczkiem
palca wskazującego oraz kciuka, oraz obrotu dłoni. Kolejnym elementem jest wygenero-
wanie modelu matematycznego klasyfikującego gesty wykonywane przez dłonie. W tym
celu została wykorzystana biblioteka SciKit-Learn wraz z dostępnymi poprzez nią algo-
rytmami uczenia maszynowego [6]. Pierwszym krokiem w rozpoznawaniu gestów dłoni

Rys. 2. Elementy charakterystyczne dłoni [12]

jest pozyskanie obrazów dłoni za pomocą kamer. Przetwarzanie obrazu obejmuje nastę-
pujące etapy:

• Detekcja dłoni - Wykrywanie dłoni w obrazie przy użyciu metod takich jak wykry-
wanie krawędzi, segmentacja kolorów skóry, lub zaawansowane modele detekcji
obiektów (np. YOLO, Faster R-CNN [10]).

• Segmentacja - Oddzielenie dłoni od tła, co pozwala na lepsze zrozumienie gestów.

• Śledzenie - Monitorowanie pozycji i ruchu dłoni w czasie rzeczywistym.

Z otrzymanego obrazu dłoni pozyskuje się cechy, które są istotne dla rozpoznawania
gestów. W tym celu możemy się posłużyć metodą poszukiwania kluczowych punktów
na dłoni (np. stawów palców) za pomocą algorytmów takich jak Mediapipe (rys. 2).
Można również skorzystać z analizy konturów dłoni i ich kształtu oraz z deskryptorów
takich jak HOG (Histogram of Oriented Gradients [5]) czy SIFT (Scale-Invariant Feature
Transform [11]). Na podstawie pozyskanych cech gesty są klasyfikowane przy użyciu
modeli uczenia maszynowego. Powszechnie stosowane techniki to:
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• Klasyfikatory SVM (Support Vector Machine [4]) - Używane do klasyfikacji ge-
stów na podstawie zebranych cech.

• Sieci neuronowe - Zwłaszcza konwolucyjne sieci neuronowe (CNN) oraz reku-
rencyjne sieci neuronowe (RNN), które mogą lepiej radzić sobie z sekwencyjnym
charakterem gestów [8].

• Modele hybrydowe - Łączące różne podejścia, np. CNN do ekstrakcji cech i RNN
do klasyfikacji sekwencji gestów.

Nowoczesne systemy rozpoznawania gestów coraz częściej wykorzystują głębokie sieci
neuronowe, które automatycznie uczą się cech z danych wejściowych [3]. Wykorzystu-
je się również wcześniej wytrenowane modele na dużych zbiorach danych (np. Ima-
geNet) i dostosowuje się je do specyficznego zadania rozpoznawania gestów. Pozwala
to na skrócenie czasu treningu i poprawę dokładności modelu. Biorąc powyższe założe-
nia algorytm rozpoznawania gestów można przedstawić jak na rysunku 3.

Rys. 3. Algorytm rozpoznawania gestów
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4. Wyniki

Na rysunku 4 przedstawiono stanowisko testowe, w którego skład wchodzi kom-
puter przenośny z wbudowaną kamerą oraz uruchomione oprogramowanie do rozpozna-
wania gestów. Rozwiązanie takie umożliwia testowanie oprogramowania, które wyko-
rzystując możliwości prezentowanych bibliotek pozwala na rozpoznawanie języka mi-
gowego. Dostęp do pakietu zawierającego wszystkie potrzebne elementy do działania
znajdują się pod adresem https : //pypi.org/project/openleap/ a ich instalacje może-
my przeprowadzić przy użyciu komendy pip install openleap. Pod wskazanym adresem
znajduje się również pełna dokumentacja. Natomiast na rysunku 5 pokazano zrzuty

Rys. 4. Wygląd stanowiska testowego do rozpoznawania gestów

ekranu z działającej aplikacji. Uruchomiona aplikacja miała za zadanie rozpoznawać li-
tery języka migowego. Prezentowane rozwiązanie może posłużyć do dowolnych zadań
związanych z rozpoznawaniem gestów w zależności od przygotowanej bazy uczącej
(baza gestów). Prezentowane rozwiązanie można wykorzystać oprócz rozpoznawania
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języka migowego do obsługi kiosków interaktywnych, sterowania komputerem, syste-
mami audio w samochodach [7].

Rys. 5. Rozpoznawanie języka migowego litery A i B oraz C i X

5. Podsumowanie

Celem pracy było stworzenie biblioteki, która pozwoli na rozszerzenie aplika-
cji pisanych w języku Python o możliwość rozpoznawania gestów, sterowania dłoń-
mi. Stworzona biblioteka charakteryzuje się otwartym kodem źródłowym, co oznacza,
że można z niej bezpłatnie korzystać oraz każdy może dołączyć do jej rozbudowywa-
nia. Bibliotekę można ulepszyć poprzez napisanie jej w języku C++, który jest kom-
pilowany. Pozwoliłoby to na zwiększenie wydajności oprogramowania. Język Python
zezwala na korzystanie z modułów napisanych właśnie w języku C i C++, więc jest to
język jak najbardziej kompatybilny. Zaprezentowane rozwiązanie poprawnie radzi sobie
z rozpoznawaniem liter alfabetu migowego co można wykorzystać przy budowie małych
systemów, które przekształcałby rozpoznane gesty w tekst lub mowę co umożliwiłoby
komunikację z osobami niesłyszącymi. Dzięki uniwersalności prezentowanego rozwią-
zania można zbudować wydajny system korzystając na przykład z modułów Raspberry
PI oraz dedykowanego akceleratora AI Hailo 8L.
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